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Roboter lernen mit Gegenständen
umzugehen: neue Entwicklungen
und Chancen
M. Vincze, M. Zillich, J. Prankl

Für den zukünftigen Einsatz von Robotern fordern Experten aus der Industrie Roboter, die sicher sind und dem Benutzer eine klare
Rückmeldung geben, was der Roboter macht und warum. Eine der wichtigsten Funktionen, um dies zu erreichen, ist die zuverlässige
Erkennung der Umgebung, um den Roboter mit einem besseren Verstehen der Welt auszustatten. In diesem Artikel geben wir eine
Übersicht derzeitiger Entwicklungen. Mit der stetig ansteigenden Rechenleistung und neuen bildgebenden Sensoren, wie Stereo-
oder Tiefenbildkameras, steigen die Möglichkeiten, Objekte und deren Umgebung immer besser und besser zu erkennen und zu
verstehen. So können aus Bilddatenbanken eine große Anzahl an Objekten gelernt und auch wieder erkannt werden. Des Weiteren
ist es möglich, Modelle auch aus den 3D CAD Daten von Objekten zu lernen. Dadurch können Klassen von Objekten erkannt werden,
ohne vorher einzelne Objekte modellieren zu müssen. Zusätzlich können aus Beispielen die typischen Einrichtungsgegenstände wie
Tische, Montageplätze oder Stühle und Kästen gelernt werden. Damit wird es möglich, Robotern ein erstes Verständnis der Umgebung
mitzugeben. Dadurch eröffnen sich neue Anwendungen sowohl für Industrieroboter als auch Service–Roboter in der Industrie, im
Bereich von Dienstleistungen und auch für zukünftige Roboter zu Hause.
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Robots learn to handle objects: new developments and chances.

Experts predict that future robot applications will require safe and predictable operation: robots will need to be able to explain what
they are doing to be trusted. To reach this goal, they will need to perceive their environment and its object to understand better the
world and task they have to perform. This article gives an overview of present advances with the focus on options to model, detect,
classify, track, grasp and manipulate objects. With the approach of colour and depth (RGB-D) cameras and the approaches in deep
learning, robot vision was pushed considerably over the last years. It is possible to model and recognise objects, though prove in
industrial settings is yet outstanding. Given a first detection of larger structures such as tables, chairs or assembly places, relations
between object and setting can be obtained leading to a first interpretation of the scenes. We highlight present developments and
point out future developments towards service and industrial robotics applications.
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1. Einleitung
Zwei Richtungen prägen derzeit die Entwicklung in der Robotik.
Dank neuer Sicherheitsmerkmale, wie nachgiebiger Arme, Kraftsen-
soren in Gelenken und berührungsempfindlicher Haut, kommen In-
dustrieroboter hinter den Zäunen hervor. Dadurch entstehen neue
Anwendungen in der Kooperation zwischen Roboter und Mensch
in der Fertigung. Und dank besserer Methoden basierend auf künst-
licher Intelligenz, wie in der Bildverarbeitung, Navigation oder Pfad-
planung, ist zu erwarten, dass Roboter in Service-Anwendugen
mehr und mehr neben den Menschen arbeiten und helfen werden.
Beispiele hiefür sind Roboter in Pflegeheimen zur Unterstützung des
Personals, Roboter in Geschäften beim Empfang, und auch Roboter
zu Hause die über die Staubsaugroboter hinaus vielfältige Tätigkei-
ten ausführen werden wie zum Bespiel Dinge vom Boden aufzuhe-
ben [3].

Für diese beiden Arten von zukünftigen Roboteranwendungen
fordern Experten, dass die Roboter sicher sind und dem Benutzer
eine klare Rückmeldung geben [26]. Letzteres ist vor allem wichtig,
um Vertrauen in die neuen Roboter zu bekommen. Nur so wird es
gelingen, dass sich Roboter nahtlos in Fertigungsprozesse und eine

Zusammenarbeit mit dem Menschen einfügen werden, also zukünf-
tige, vertrauenswürdige Roboter.

Eine der wichtigsten Funktionen um Vertrauen zu erreichen ist die
zuverlässige Erkennung der Umgebung. Nur so werden Roboter mit
einem besseren Verstehen der Welt ausgestattet und können mit
dem Menschen arbeiten und den Menschen in seiner Arbeit unter-
stützen. Im industriellen Umfeld spricht man von einer Kooperation
von Mensch und Roboter mit einer klaren Übergabe und Trennung
der Aufgaben. Dies heißt aber auch, dass man vertrauenswürdigen
Roboter nicht nur vertrauen, sondern auch etwas zutrauen kann.
Wozu ein gewisses Verstehen der Umwelt Voraussetzung ist.

Zum Verstehen der Umgebung eines Roboters tragen zuletzt Ent-
wicklungen insbesondere in der Bildverarbeitung bei. Mit der ste-
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Abb. 1. Der situierte Ansatz zum Verstehen von Szenen: jede Information wie Boden, Grenzen und Wände, horizontale Ebenen, etc., werden
verwendet, um Methoden zur Erkennung von Objekten mit Wissen aus der Situation zu verbessern und zuverlässiger zu machen. Ziel des Ansatzes
ist es, jeden Teil der Szene semantisch erklären zu können

tig ansteigenden Rechenleistung und neuen bildgebenden Senso-
ren, wie Stereo- oder Tiefenbildkameras, steigen die Möglichkeiten
Objekte und deren Umgebung immer besser und besser zu erken-
nen und zu verstehen. So können aus Bilddatenbanken eine große
Anzahl an Objekten gelernt werden und auch wieder erkannt wer-
den. Dies ermöglicht den Einsatz in Service Anwendungen, wo der
Mensch Bilder aufnimmt und Informationen zu den aufgenommen
Gegenständen erhält. Diese Entwickelungen treiben aber auch An-
wendungen im Sehen für Roboter voran. So können Objekte kom-
plett aus allen Richtungen modelliert werden und diese Modelle für
eine Objekterkennung aber auch die Verfolgung der Bewegung des
Objektes verwendet werden. Des Weiteren ist es möglich, Model-
le auch aus den 3D CAD Daten von Objekten zu lernen. Dadurch
können Klassen von Objekten erkannt werden, ohne vorher einzel-
ne Objekte modellieren zu müssen. Zusätzlich können aus Beispielen
die typischen Einrichtungsgegenstände wie Tische, Montageeinrich-
tungen oder Stühle und Kästen gelernt werden. Damit wird es mög-
lich Robotern ein erstes Verständnis der Umgebung mitzugeben.

In diesem Beitrag geben wir einen Einblick in derzeitige Möglich-
keiten situationsbedingt Gegenstände zu (1) modellieren und zu er-
kennen, (2) zu verfolgen, und (3) zu greifen, basierend auf visuel-
len Informationen. Durch konsequentes Nutzen bereits bekannter
Informationen wird ein Bild der Situation aufgebaut, siehe Abb. 1.
Dieses kontextuelle Wissen ermöglicht ein besseres Verstehen der
Umgebung.

Dieser Überblick soll dazu beitragen, besser zu verstehen, welche
Fähigkeiten bereits möglich sind und welche Entwicklungen in naher
Zukunft zu erwarten sind. Abschnitt 2 geht kurz auf den situierten
Ansatz ein, Abschn. 3 beschäftigt sich mit der Modellierung und Er-
kennung von Objekten, und Abschn. 4 mit der visuellen Erkennung
für das Greifen von Objekten.

2. Situierte Wahrnehmung: Sehen aus der Sicht von
Robotern

Bevor ein näherer Blick in Methoden der Objekterkennung, Verfol-
gung oder des Greifens erfolgt, ist es hilfreich die Besonderheiten
visueller Fähigkeiten von Robotern hervorzuheben. Derzeit wird viel
über Neuronale Netze und Deep Learning gesprochen (z. B. [8, 12]).
Diese Methoden setzen große Datenbanken von Bildern voraus. Die
Bilder wurden von Menschen aufgenommen, beinhalten daher eine
überlegte Auswahl des Bildausschnittes, und sind meist Farbbilder.
Tiefen- oder 3D Information ist nicht vorhanden. Erst neuere kleine

Datenbanken umfassen auch Bilder mit Tiefeninformation. Große
Fortschritte wurden erzielt in der Erkennung von Objekten die in
sehr vielen (mehrere tausend) Bildern gelernt wurden, z. B. [6, 12].

Da Roboter jedoch selbst Bildausschnitte wählen müssen und über
keinen Sinn für “gute” Bilder verfügen, sind die Erkennungsraten
jedoch meist sehr viel geringer [27]. Bilder wurden bei nicht op-
timalen Beleuchtungsverhältnissen aufgenommen, Bildausschnitte
schneiden Objekte an, die Situation in der sich Objekte befinden ist
nicht immer ersichtlich, oder Gegenstände wurden von speziellen
Ansichten oder mit Verdeckung aufgenommen.

In der Robotik hat sich daher ein Ansatz bewährt, der das Wissen
über die Situation des Roboters aktiv verwendet [11, 28]. Dieser situ-
ierte Ansatz verwendet schrittweise alle Information, die dem Robo-
tersystem zu Verfügung steht, um durch dieses kontextuelle Wissen
ein besseres Verstehen der Umgebung zu erlangen. Abb. 1 macht
dies deutlich.

Jede Bewegung des Roboters erfordert als ersten Schritt die Er-
kennung von freier Fläche. Die freie Fläche wird für die Navigation
verwendet, aber fließt auch direkt in die Lokalisierung ein. Damit
ist aber auch die Lage des Roboters und der visuellen Sensoren be-
stimmt, und es können zum Boden parallele Flächen gefunden wer-
den. Denn auf diesen horizontalen Flächen werden weitere Objekte
zu finden sein, die für die Aufgaben des Roboters relevant sind. Und
so lassen sich die nächsten Schritte deutlich verbessern, indem die
größeren Strukturen in der Umgebung des Roboters wie Wände,
Tische, Stühle, und Ablageflächen als Unterstützung für die Erken-
nung von Gegenständen herangezogen werden können [31].

Ein Beispiel zur Erkennung dieser Strukturen zeigt Abb. 2. Dies ist
ein erster Schritt, sodass Roboter nicht nur wissen in welchem Raum
sie sind, sondern auch die großen Strukturen erkennen können um
in weiterer Folge darauf verweisen zu können. Zum Beispiel zum
gezielten Erkennen von Objekten.

3. Modellierung, Erkennung und Verfolgung von Objekten
Eine wichtige Aufgabe von Robotern sowohl in Industrie als auch
Service Anwendungen ist das Erkennen und Verfolgen von Objek-
ten. Jede Handhabung eines Objektes benötigt die Erkennung des
Gegenstandes und die Bestimmung der Position und Orientierung
(Pose). Entsprechende Methoden können eingeteilt werden in die
Erkennung von Objekten anhand ihrer Textur (oder dem Aussehen)
im Farbbild oder ihrer Form, meist im Tiefenbild.
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Abb. 2. Erkennung der großen Strukturen als erster Schritt zu einem
Verstehen der Umwelt

3.1 Objekterkennung in Farbbildern anhand der Textur
Texturierte Gegenstände werden durch lokale markante Merkma-
le (sogenannte Interest Points) erkannt [13]. Aufbauend auf diesen
Arbeiten gelingt es derzeit, Gegenstände aus mehreren Ansichten
zu modellieren und wiederzuerkennen. Frühere Methoden basieren
auf der Verwendung regelmäßiger Grundkörper wie Quader oder
Zylinder [17], siehe Abb. 3.

Neuere Methoden erweitern die Modellierung auf Objekte belie-
biger Geometrie. Dazu gibt es Ansätze, die die 3D Geometrie rekon-
struieren und damit auch für weitere Anwendungen, wie z. B. das

Greifen zugänglich machen [23] oder Ansätze, die mittels neurona-
len Netzwerken jede Ansicht des Objekts lernen [14].

Abbildung 4 zeigt ein Beispiel in dem nicht nur die Objekte er-
kannt werden, sondern direkt die Pose bestimmt wird um die Ge-
genstände mit dem Roboter greifen zu können [19]. Ein weiterer
Vorteil dieser Methode ist, dass beliebige Modelle durch drehen vor
der Kamera leicht gelernt werden können und dass gelernte Modell
direkt mit Methoden zur Erkennung des Objektes und dem Verfol-
gen von Objekten, beides mit 3D Pose, verknüpft sind (RTMT – Re-
cognition, Tracking and Modelling of Objects Toolbox, open source
verfügbar unter http://www.acin.tuwien.ac.at/?id=450).

3.2 Objekterkennung in Tiefenbildern anhand der Form
Sowohl der Einsatz immer besserer Farbkameras als auch die Ver-
fügbarkeit von Tiefenbildern beschleunigten die Entwicklungen in
der Bildverarbeitung in den letzten Jahren. Beispiele für Sensoren,
die Videos mit Tiefenbildern liefern, sind Sensoren wie die Kinect
(Microsoft, Asus, neue Varianten auch von Orbbec), RealSense (In-
tel), Astra Pro (Orbbec) oder PMD (Infineon). Während davor übliche
Stereokamerasysteme große Rechenleistung benötigen, liefern die-
se Tiefenbildkameras direkt ein 2.5D Bild und die Rechenleistung ist
für die Aufgaben der Bildverarbeitung verfügbar.

Erste Arbeiten mit Tiefenbildern erforschten Merkmale, um das
klassische Problem in der Robotik, die Erkennung von Objekten zu
ermöglichen. Beispiele für erste 3D Merkmale sind FPFH [20] und
VFH [21]. Beide beschreiben die Ansichten eines Objektes, da sich
rasch herausstellte, dass herkömmliche Ansätze wie spin images [7]

Abb. 3. Objekterkennung mittels Textur in Farbbildern: Erkennung der Objekte und Modellierung mit Grundkörpern. Links: typische Szenen mit
Objekten und Verdeckungen. Rechts: Erkannte Objekte in 3D-Ansicht

Abb. 4. Objekterkennung mittels Textur und Form in RGBD Bildern: Links: umschreibende Rechtecke – die Erkennung erfolgt in 3D. Rechts: Szene
und darunter die Ansicht in 3D. In beiden Beispielen wird die 3D-Pose der Objekte erkannt und kann für das Greifen der Objekte verwendet
werden
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Abb. 5. Objekterkennung anhand der Form von Objekten: aus CAD-Modellen gelernte Objektklassen können mittels ihrer Form erkannt werden.
Links: vier Beispiele für das Erkennen von Objekten in RGBD-Bildern, die das System nie gesehen hat, aber aufgrund der Form den richtigen
Klassen zuordnen kann. Rechts: Wahrscheinlichkeiten und korrekt eingepasstes und verifiziertes Objektmodell. Die Position und Orientierung
des Gegenständes wird vollständig bestimmt.

Abb. 6. Objekterkennung mit starken Verdeckungen: mit Hilfe der genannten Methoden zum Erkennen verschiedener Objekte mittels Farb- und
Tiefenbilder werden viele Hypothesen kreiert (Mitte), um dann in einer Optimierung die Daten der Szenen zu erklären (rechts). Damit könen auch
Szenen mit vielen sich verdeckenden Objekten interpretiert werden (links) [2]

wenig tauglich für Anwendungen in der Robotik sind und eher rein
theoretische Beiträge liefern.

Heute ist die beste Referenz für Methoden um Tiefenbilder zu
bearbeiten die Point Cloud Library (PCL) [22]. Für die Modellierung
einzelner Objekte ist die Form nicht so aussagekräftig wie die Textur,
siehe oben. Die Form ist jedoch besonders geeignet, um Objekt-
klassifizierungen zu ermöglichen. Da das Lernen einer Klasse aus
vielen Beispielen sehr zeitaufwendig ist, stellt [30] eine Methode
vor, die direkt aus 3D Modellen eine Beschreibung zur Wiederer-
kennung des Objekts lernt. Durch das automatische Kreieren von
Ansichten mit einem spezifischen Sensormodell werden sehr gute
Klassifiziererfolge erzielt. Insbesondere, da ja die in Abb. 5 gezeig-
ten Objekte nie vorher gesehen wurden, es wurde ja nur von Mo-
dellen aus dem Internet gelernt. Ebenso ist das Lernen neuer Klas-
sen rasch möglich, ohne dem System viele Beispielobjekte zeigen zu
müssen [29].

So wie auch in Farbbildern sind die meisten Ansätze ausgelegt
um einzeln stehende Objekte zu erkennen. SIFT erweitert dies bei
gut sichtbarer Textur auf Teile von Objekten. In Tiefenbildern ist Ver-
deckung ebenso zu beachten und abhängig von der Markanz der
Form des noch sichtbaren Teiles des Gegenstandes. Da in 3D die
Tischplatte leichter als in Farbbildern segmentierbar ist, sind hier 3D
Ansätze im Vorteil. Aber auch dann bedarf es spezieller Ansätze, um
Szenen mit vielen Objekten zuverlässig zu interpretieren. Ein Beispiel
ist die Arbeit in [2], die einige der üblichen Datenbanken mit Szenen
mit vielen Objekten und Verdeckungen in 3D komplett gelöst hat.
Abbildung 6 zeigt ein Beispiel.

Vor allem wenn gute Tiefendaten wie aus Lasersystemen vorhan-
den sind, sind auch große Verdeckungen möglich. Bei der derzeit
noch eingeschränkten VGA Auflösung der gängigen Tiefenbildka-
meras gelingen komplettes verstehen von Szenen mit ausreichend

großen Objekten. Die laufende Verbesserung der Sensoren wird
auch hier mehr und mehr Anwendungen mit immer kleineren Teilen
ermöglichen.

3.3 Verfolgung von Objekten und Posebestimmung
Auch bei der Verfolgung von Objekten kann man unterscheiden
welche Merkmale benützt werden. Für Gegenstände mit Textur ist
meist das Aussehen ausreichend für eine Verfolgung der Objektbe-
wegung. Zusätzlich können Methoden aber auch die Form oder In-
formationen aus Tiefenbildern verwenden, siehe oben oder auch [1].

Wichtig in der Anwendung von Methoden zur Objektverfolgung
ist die Initialisierung, die meist auf einer Objekterkennung basiert.
Deshalb sind Methoden zur Modellierung von Objekten wie BLORT
und RTM (siehe oben) wertvoll, um beides direkt zu bewerkstelli-
gen. Fortschritte in der Objekterkennung basieren einerseits auf ei-
ner Adaption von Bild zu Bild [24], andererseits verwenden die noch
robusteren Ansätze ein 3D Modell des Gegenstandes um daraus die
Pose abzuleiten, z. B. [18] oder [15].

Besonders interessant ist die Verknüpfung von Objektverfolgung
mit einer Vorhersage, was das Objekt machen wird. Beispiele sind
Rollen oder Schieben von Objekten [16], oder sogar ein Schieben
und Umwerfen [10]. Während im ersten Ansatz aus den Beobach-
tungen Objektaktionen und -Folgen gelernt werden können, ver-
wendet die Vorhersage im zweiten Ansatz eine physikalische Simu-
lation um abzuleiten, was als Folge der Bewegung mit dem Objekt
passieren wird. Abbildung 7 zeigt eine Sequenz, in der trotz deut-
licher Verdeckung die richtige Aktion, das Umfallen des Objektes,
erkannt und verfolgt wird. Diese Kombination aus Simulation und
Abgleich mit dem Gesehenen verspricht immer bessere Methoden
zu entwickeln, die nicht nur Objekte erkennen sondern die Szenen
verstehen und die Vorgänge deuten können.
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Abb. 7. Verfolgen der Pose eines Objektes mit Verdeckung und Vorhersage der wahrscheinlichen Position nach der Bewegung mit dem Roboter.
Mit Hilfe einer Simulation werden physikalisch wahrscheinliche Stellungen vorausgesagt, um Hinweise zu geben, dass die Schachtel umgefallen
sein könnte. Verfolgen der Bewegung mit dieser Methode ist erfolgreich, siehe punktierte Linien im letzten Bild. Dunkle/rote Linien: Verfolgung
nur mit Konturen. Helle/blaue Linien: Erkennung der verdeckten Konturen, um Verfolgen zu verbessern.

4. Posebestimmung und Greifen von Objekten
Sowohl die Methoden zur Erkennung (Abb. 6) als auch zur Verfol-
gung von Objekten (Abb. 7) beinhalteten bereits Methoden zur Be-
stimmung der 3D Position und Orientierung (Pose) von Objekten.
Die klassische Aufgabe in der Robotik ist das Greifen von Objekten.
Dank der visuellen Eingabe und der 6D Pose Bestimmung, ist dies
für die so erkannten Objekte relativ leicht möglich. Hier sei auch auf
den Artikel von Justus Piater in dieser Ausgabe verwiesen.

Ein Schritt weiter ist das Verstehen, welche Funktion Gegenstän-
de mit bringen. So sind Häferl als Behälter zu gebrauchen, aber nur

wenn die Öffnung nach oben deutet. Diese Aktionspotenziale (af-
fordances, [5]) genannten Funktionen, lassen sich auch auf Roboter
umsetzen. So können Gegenstände gelernt werden, die als Behäl-
ter dienen, also nach oben offene Inhalte präsentieren. Abbildung 8
zeigt, wie nicht nur das Glas erkannt wird, sondern auch die Schach-
tel als Behälter, und aus der relativen Pose der beiden Objekten die
notwendigen Bewegungen für den Roboter zum Ausleeren abgelei-
tet werden [25].

Es gibt viele Anwendungen, bei denen nicht immer alle oder ei-
nige der Objekte erkannt werden können. Die Aufgabe “Alles vom

Abb. 8. Ausgießen mit humanoidem Roboter Romeo: Die Aufgabe ist, den Inhalt des Bechers in einen Behälter zu gießen. Die Schachtel wird
als Behälter erkannt aufgrund der nach oben offenen 3D-Struktur. Ausgießen erfolgt über dem Behälter. Da der Roboter nicht wasserdicht ist,
werden Papierkügelchen verwendet, um die Funktion zu zeigen
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Abb. 9. Greifen beliebiger Objekte: Links und Mitte: zwei Beispiele zum Greifen unbekannter Objekte aus einem Haufen. Greifen erfolgt aufgrund
einer greifbaren Form [4]. Rechts: Anwendung für die Unterstützung älterer Personen: der Hobbit-Roboter hebt alles vom Boden auf [3]

Boden oder Tisch wegzuräumen” kann auch bedeuten, dass Ge-
genstände nicht erkannt werden müssen aber entfernt werden soll-
ten. Ursache kann sein, dass komplexe Szenen mit viel Verdeckung
entstehen, Haufen mit Objekten, oder auch einfach neue Objekte
vorkommen. Für diese Fälle gibt es Methoden, die aus der Form der
Hand ableiten, welche der beobachteten Dinge greifbar sind. Bei-
spiele sind Methoden wie eine Extrapolation von bekannten Greif-
geometrien [9] oder ein Lernen von greifbaren 3D Merkmalen [4].
Abbildung 9 gibt ein Beispiel: unbekannte Objekte werden zu einem
Haufen zusammengeworfen um alle möglichen Posen und Verde-
ckungen zuzulassen. Alle diese Haufen können vereinzelt werden.
Einzelne Objekte sind dann weitaus einfacher zu Erkennen, oder
können im falle neuer Objekte modelliert werden.

Die Abb. 9 zeigt rechts auch ein Bild einer Anwendung dieser
Methode beim Einsatz als Hilfsroboter für alte Personen in deren
Wohnung. Um die Gefahr von Sturz zu reduzieren, hebt der Robo-
ter alles auf was er am Boden findet. Dabei ist die Erkennung nicht
wichtig, da es wichtiger ist alles aufzuheben. So werden am Boden
nach herausstehenden Formen gesucht und dann die Technik zum
Greifen unbekannter Dinge angewendet [4]. Ähnliche Anwendun-
gen werden bei Robotern, die nicht nur Saugen sondern wirklich
alles Aufräumen, bald zum Einsatz kommen.

5. Schlussfolgerungen und Ausblick
Ziel dieses Beitrages ist das Aufzeigen, welche Methoden zur visuel-
len Wahrnehmung der Umgebung bereits verfügbar sind. Hierbei
wurde insbesondere auf Methoden zur Modellierung, Erkennung
und zum Greifen und Handhaben von Gegenständen eingegangen.
Wie der Überblicksartikel in [11] aufzeigt gibt es neben dieser Auf-
gabe noch die beiden anderen großen Aufgabengebiete in der Ro-
botik, die Navigation und die Erkennung von Personen.

Der Artikel zeigt, dass es robuste Methoden gibt um Objekte
zu modellieren, wobei die Textur der Unterlage verwendet werden
kann um auch texturlose Objekte zu modellieren. Diese Methoden
sind manchmal, z. B. RTM Toolbox, direkt an Methoden zur Objek-
terkennung und -verfolgung angebunden.

Da ein vollständiges Modellieren von vielen Objekten sehr auf-
wendig ist, gibt es auch die Möglichkeit aus Datenbanken mit Bil-
dern oder über 3D CAD-Modelle Funktionen zu lernen, um Klassen
von Objekten zu Erkennen. Wir sehen in dieser Entwicklung einen
deutlichen Schritt vorwärts, da ich dem System somit rasch die ge-
wünschten Zielobjekte Einlernen kann. Es wird möglich, nähere In-
formationen über die Objekte zu speichern, so wie deren Funktion
und die Verbindung mit geometrischen Merkmalen wie in Abb. 8

gezeigt. Somit können neue Einsätze in Industrie und Service ent-
stehen, bei denen es darauf ankommt, dass der Roboter versteht
was er tut und so auch Fehler erkennt und gegebenenfalls korrigie-
ren kann.

Während dies erste erfolgversprechende Schritte sind, bleiben
noch einige offene Fragen, um Vertrauenswürdige Roboter zu bau-
en. Noch gelingt es nicht, Robotern beizubringen, was falsch läuft,
wenn daneben geschüttet wird. Es wird eher eine Funktion gelernt,
die aus der Geometrie abgeleitet wird als eine Relation zwischen
geometrischen Bezugspunkten. Auch Erkennen Roboter noch nicht
spezifische Teile an einem Objekt, zum Beispiel, den Ausgießpunkt
einer Kanne. Da neuronale Netzwerke (CNN) eher direkte Funktio-
nen lernen, bleibt zu erarbeiten, ob modellbasierte Methoden eher
die Kluft zwischen einer formalen Beschreibung und einer Aufga-
ben überbrücken können. Ziel ist es Funktionen zur Verfügung zu
stellen, um Robotern rasch eine Aufgabe einzulernen und dem Ro-
boter ein immer besseres Verstehen er Umwelt mitzugeben, sodass
der Roboter selbständig eine Aufgaben übernehmen kann. In vielen
Interviews mit Firmen wurde genau dies gefordert, man sollte eine
Aufgabe einem Roboter beibringen können wie einem Praktikanten:
vorzeigen, üben, verbessern und dann zuverlässig ausführen [26].
Denn die Fakten für die fertigende Industrie sind klar, die Firmen,
die automatisieren, bleiben erfolgreich.

Für den Bereich der Service Roboter ergibt sich noch weitaus grö-
ßeres Potential. Die Vision jeden Haushalt mit einem Roboter zum
Aufräumen zu versehen beinhaltet ein Marktpotential wie die Auto-
industrie. Mit ersten Lösungen wie zum Modellieren, Erkennen von
Objektklassen und dem Aufheben von Dingen, wurden erste Schrit-
te in diese Richtung aufgezeigt. Es gilt die Mittel bereitzustellen, um
Europa nicht nur als Lieferanten von Methoden zu positionieren,
sondern direkt die Fertigung der nächsten Generation von Service
Robotern für Anwendungen zu Hause anzugehen.
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