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Die Digitalisierung der Medizin ist eines
der vorherrschenden Themen der letzten
Jahrzehnte. Auch in der Augenheilkun-
de nimmt die Zahl der Publikationen
im Bereich medizinischer ,, Apps®, Algo-
rithmen und anderer computergestiitzter
Anwendungen rasant zu. Digitale Me-
dien werden eingesetzt zu Zwecken der
Fritherkennung und Pravention, der Dia-
gnose und Therapieunterstiitzung und
zu populationsweiten Analysen. Hierzu
werden oftmals Methoden der artifiziel-
len Intelligenz (AI) und des maschinellen
Lernens eingesetzt. Das Konzept dahin-
ter ist die automatische Analyse umfas-
sender Datenmengen. Ein Algorithmus
kann aus einer groflen Anzahl von Bei-
spielen lernen, dhnliche Muster zu inter-
pretieren und zu klassifizieren, und da-
mit den Patienten, den Arzt oder andere
medizinische Bereiche unterstiitzen. Die
Augenheilkunde bietet hier in vielen Be-
reichen Anwendungsmdoglichkeiten. Die
vorliegende Arbeit gibt eine Zusammen-
fassung der aktuell bereits genutzten Al-
Anwendungen sowie in Entwicklung be-
findlicher Neuanwendungen, fiir die ein
grofles Zukunftspotenzial besteht.

Das Auge als Spiegel des
Systems

Als Augenirzte wissen wir zu schitzen,
dass der Blick auf die retinalen Struk-
turen ein ganz besonderer ist: Wir se-
hen ins Innere des menschlichen Kérpers
ohne invasiv einzugreifen. Wir kénnen
hier Prozesse erkennen, die Riickschliisse
auf viele systemische Erkrankungen er-
lauben: Hypertonie, Diabetes, rheumati-
sche oder neurologische Erkrankungen
- und natiirlich ophthalmologische Er-
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krankungen konnen non-invasiv beur-
teilt werden. Unser Blick ins Auge kann
hierbei auch durch eine Bildaufnahme
der Netzhaut abgebildet werden. Dies er-
moglicht wiederum eine standardisierte
Auswertung dessen, was in der Netzhaut
geschieht — und hierbei kommt die Al
ins Spiel.

Detektion von Strukturen

Die derzeit hiufigste Anwendung von
Al in der Augenheilkunde ist die Aus-
wertung von Fundusfotografien. Hierbei
muss zuerst eine Orientierung im Bild
gefunden werden. Dies geschieht nor-
malerweise anhand von Strukturen, die
man in jedem Fundusbild finden kann -
der Sehnerv, die Fovea, die Gefidflbdume
(B Abb. 1; [16, 17]). Daran kann sich der
Algorithmus genau wie der Ophthalmo-
loge orientieren - eine Pathologie in der
Peripherie ist weniger signifikant als eine
Lision direkt in der Fovea. Als Nachstes
miissen pathologische Strukturen detek-
tiert werden. Der Algorithmus, der dies
Lernen soll, erhilt viele Bilder, auf de-
nen die Struktur, die er finden soll, mar-
kiert ist. Im einfachsten Prinzip teilt man
dann die Bilder in viele kleine Abschnit-
te, und er vergleicht Bilder, in denen die
pathologische Struktur vorkommt, mit
Bildern, in denen keine Pathologie zu se-
hen ist. Beispiele fiir die Detektion von
solchen Strukturen sind Mikroaneurys-
men ([32]; @ Abb. 1), harte Exsudate [8,
9], Blutungen (8 Abb. 1; [27]), Drusen
[28] oder auch die Cup/disc(C/D)-Ratio
des N. opticus [7, 15]. Gleichzeitig wer-
den immer mehr Ansitze auch zur auto-
matischen Auswertung von Bildern der
optischen Kohérenztomographie (OCT)

zur Detektion der gleichen Strukturen
genutzt: Gefalerkennung und C/D-Ra-
tio des N. opticus [15]. Hier konnen auch
andere Strukturen, die eine dreidimen-
sionale Komponente aufweisen, automa-
tisch detektiert werden: intra- und subre-
tinale Fliissigkeit (@ Abb. 2; [22]), Drusen
[13,28], die Fovea [14] oder Abhebungen
des retinalen Pigmentepithels [25].

Bildqualitat und GroBe des
Datensatzes entscheidend

Ein wichtiges Kriterium fiir den Erfolg
eines Algorithmus ist die Bildqualitit.
Kann man bestimmte Strukturen oder
Bereiche auf einem Bild nicht erkennen,
kann man leicht ein falsch negatives Er-
gebnis erzeugen. Gerade im Fall von klei-
nen Strukturen, wie z. B. Mikroaneurys-
men, ist die Qualitit daher entscheidend
[33]. Als Beispiel kann man sich Wim-
pern am Rand des Bildes vorstellen, die
bei Weitwinkelaufnahmen den Blick auf
die Netzhaut erschweren. In so einem Fall
wird der Algorithmus keine ihm bekann-
te Zielstruktur sehen und daher nicht als
pathologisch klassifizieren. Ist eine Qua-
litiatskontrolle des Bildes vorgeschaltet,
wird das Bild von vornherein als nicht
klassifizierbar eingestuft, und das Bild
muss entweder neu aufgenommen wer-
den oder der Patient muss anders unter-
sucht werden.

Gleichzeitig ist es wichtig, sich die
Grofle des Datensatzes anzusehen, auf
dem ein Algorithmus entwickelt wurde.
Damit kann man besser beurteilen, ob
er auch in der Realitdt erfolgreich einge-
setzt werden konnte. Geht es darum, nur
10 Bilder voneinander zu unterscheiden
und in 2 Klassen einzuteilen, so wird es
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Abb. 1 A Beispiele fiir Strukturen auf einer Fundusfotografie. a Zur Orientierung werden anatomisch bei allen gesehenen
Strukturen gesucht: Fovea, Makula, BlutgefaBe, Sehnerv, Zentrum des Sehnerven ([17]; mit freundl. Genehmigung von Else-
vier. Dieser Inhalt st nicht Teil der Open Access Lizenz). b Dies ermdglicht die Einordnung der Relevanz der pathologischen
Strukturen. Auf dem vorliegenden Bild sind Mikroaneurysmen und Blutungen zu sehen. In den Ecken sieht man Beispiel-Pat-
chesfiirkleine Bildanteile, die Mikroaneurysmen enthalten. Nach solchen Patches sucht ein Algorithmus beispielsweise. ([32];
mit freundl. Genehmigung von IEEE. Dieser Inhalt ist nicht Teil der Open Access Lizenz)

vermutlich moglich sein, genug Merk-
male zu finden, durch die sich die Bilder
unterscheiden, die gar nichts mit dem
eigentlichen Krankheitsmerkmal zu tun
haben (Helligkeit, Bildausschnitt, Schér-
fe, Anzahl der Gefifle etc.) und schon
alleine aufgrund dessen eine Unterschei-
dung der Bilder erméglichen. Daher soll-
ten automatische Klassifikationsverfah-
ren normalerweise aufhunderten bis tau-
senden Bildern validiert worden sein, um

OCT slice

wenige Klassen einzuteilen und ein Po-
tenzialzu haben, klinisch niitzlich zu sein.

Ground truth

Friiherkennung mittels
Screening

Schaltet man die unterschiedlichen
Schritte der Qualititsmessung und der
Detektion zusammen, so ist es mog-
lich, AI fiir medizinisches Screening
zu verwenden. Die hiufigste Anwen-
dungsmethode in diesem Bereich ist das
Screening auf diabetische Retinopathie
(DR) anhand von Fundusfotografien [1,

Abb. 2 A Beispiel fiir ein OCT(optische Kohdrenztomographie)-Bild (B-Scan, oben), darunter (Mitte) 2,10,12, ‘26‘]' Hierbei steht es im Vf)rder—
die von menschlichen Experten erstellten Markierungen (,Segmentierung”) fir intra- und subretinale grund, klinisch augengesunde Patienten
Fluissigkeit und unten die vom Algorithmus gefundene Fliissigkeit. Eine sehr hohe Ubereinstimmung mit Diabetes mellitus als Grunderkran-

der Ergebnisse ist zu sehen [22] kung darauf zu screenen, ob bei ihnen

Segmentation
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bereits Veranderungen der Netzhaut
ohne subjektives klinisches Korrelat vor-
liegen und in welchem Zeitintervall sie
bei einem Augenarzt vorstellig werden
sollten. Abramoft et al. unterscheiden
hier z. B. ,,referable” von ,,non-referable®
DR, um zu unterscheiden, wer sofort,
innerhalb von Monaten zu einem Au-
genarzt oder erst nach 1 Jahr wieder
gescreent werden muss. Ein Kriterium
fiur die Anwendung von Screeningme-
thoden ist daher die Handlungskon-
sequenz dessen, was das Screening als
Ergebnis anzeigt. Es ist fiir den Patienten
mit Diabetes mellitus untergeordnet, ob
er keine DR oder 2 Mikroaneurysmen
am Fundus aufweist. Sehr wohl ist es
aber wichtig, ob er eine kleine Proli-
feration aufweist, denn dies hitte eine
direkte therapeutische Konsequenz. Die
bindre Unterscheidung gesund-krank
ist also nicht immer eine zielfithrende
Fragestellung.

) Das Screening auf diabetische
Retinopathie erfolgt anhand
einer Fundusfotografie

Altere Algorithmen nutzen meist klas-
sische Anwendungen des maschinellen
Lernens, wohingegen neuere meist ,,deep
learning“ verwenden (s. Erkldrung in
diesem Heft) und damit oft ein prézise-
res Ergebnis erreichen. Die Sensitivitét
und die Spezifitit sind in der Medizin
und so auch fiir solche Algorithmen
entscheidend. Die Sensitivitdt, die fest-
legt, wie viele Kranke auch tatsichlich
als krank detektiert werden, und die
Spezifitit, die festlegt, wie viele Gesun-
de auch tatsichlich als gesund detektiert
werden, lagen bei den genannten Metho-
den bei 97%/59 % [1] bei 1748 Bildern,
bei 97%/87 % [2] bei 1748 Bildern, bei
87-98%/93-99 % [12] bei 128.175 Bil-
dern, bei 91-100%/91-92% [26] bei
76.370 Bildern und bei 94 %/98 % [10]
bei 75.13 Bildern. Wenn man diese
Zahlen betrachtet, wird man feststellen,
dass eine hohe Sensitivitit der wichtigste
Wert ist, denn hierbei geht es darum,
dass tatsichlich Kranke félschlicherwei-
se als gesund klassifiziert werden, und
dies kann einen direkten Einfluss darauf
haben, dass bei diesem Patienten die
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Zusammenfassung

Hintergrund. Die moderne retinale
Bildgebung liefert groBe Mengen (,big
data“) an anatomischer Information.
Gleichzeitig steigen die Patientenzahlen und
Interventionen exponentiell an.

Ziel der Arbeit. Betrachtet wird die
Einflihrung von artifizieller Intelligenz (Al)
zur gezielten Optimierung von Diagnose und
Therapie.

Material und Methoden. ,Deep learning”
wurde verwendet zur automatischen
Segmentierung und Erkennung von
Risikofaktoren und Aktivitatsstadien retinaler
Erkrankungen.

Ergebnisse. Automatisierte Algorithmen
erlauben die prazise Identifikation und
Quantifizierung von retinaler Flissigkeit

in allen Netzhautkompartimenten. Eine

Zusammenfassung - Abstract
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individuelle Friiherkennung von Retino-
pathien bei Diabetes oder Glaukom sowie
die Risikobestimmung fiir die Entwicklung
einer altersbezogenen Makuladegeneration
(AMD) ist ebenso mdglich wie die individuelle
Bestimmung der Visusprognose und des
Wiederbehandlungsbedarfs bei intravitrealer
Therapie.

Diskussion. Methoden der Al stellen

eine bahnbrechende Perspektive fiir die
Einfiihrung der personalisierten Medizin und
der Optimierung von Diagnose und Therapie,
Screening und Prognosestellung dar.

Schliisselworter

Artifizielle Intelligenz - Deep learning - Retina-
les Imaging - Automatisierte Algorithmen -
Personalisierte Medizin

medicine

Abstract

Background. Modern retinal imaging creates
gigantic amounts of data (big data) of
anatomic information. At the same time
patient numbers and interventions are
increasing exponentially.

Objective. Introduction of artificial intelli-
gence (Al) for optimization of personalized
therapy and diagnosis.

Material and methods. Deep learning was
introduced for automated segmentation and
recognition of risk factors and activity levels
in retinal diseases.

Results. Automated algorithms enable the
precise identification and quantification of
retinal fluid in all compartments. Early detec-
tion of retinopathy in diabetes or glaucoma

Screening and management of retinal diseases using digital

or risk determination for the development
of age-related macular degeneration (AMD)
are possible as well as an individual visual
prognosis and evaluation of the need for
retreatment in intravitreal injection therapy.
Conclusion. Methods using Al constitute

a breakthrough perspective for the
introduction of individualized medicine
and optimization of diagnosis and therapy,
screening and prognosis.

Keywords

Artificial intelligence - Deep learning -
Retinal imaging - Automated algorithms -
Personalized medicine

Krankheit zu spit behandelt wird. Wie
oben beschrieben, sagen die Zahlen aber
nichtimmer sehr viel aus. Denn ein Algo-
rithmus kann eine Gesamtperformance
(»area under the curve“ [AUC]) mit
90 % Sensitivitat aufweisen, aber in der
Lage sein 100 % der Fille mit therapeu-
tischer Konsequenz zu entdecken und
eine Schwiche bei der richtigen Klassi-
fizierung von milden Erkrankungen vs.
Gesunde aufweisen. Gleichzeitig muss
man auch als Gegenpol im Hinterkopf

behalten, dass all diese Screeningansitze
immer fiir klinisch Gesunde eingesetzt
werden, also Patienten, die grofitenteils
vermutlich gar keine ophthalmologische
Untersuchung durchfithren wiirden, weil
es keinen Leidensdruck einer Krankheit
gibt. Daher ist es von Bedeutung, die
Patienten immer darauf hinzuweisen,
dass ein solches Screening den Besuch
beim Augenarzt nicht ersetzt.

Neben DR gibtesauch andere Anwen-
dungen wie die automatische Detektion
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von altersbedingter Makuladegeneration
(AMD) ([93 %/89 %] [26] mit 72.610 Bil-
dern bzw. 90% [laut Autoren vergleich-
bar mit menschlicher Performance] [5]
mit {ber 130.000 Bildern), Glaukom
(96%/87 %) [26] mit 125.189 Bildern
oder Frithgeborenretinopathie aus Fun-
dusfotografien.

) Eine hohe Sensitivitit ist der
wichtigste Wert

OCT-Aufnahmen werden ebenfalls zur
Fritherkennung eingesetzt. Gerade fiir
die AMD ist hier der Schritt des Stagings
der Erkrankung von hoher Bedeutung.
Hierzu eignet sich das OCT gut, denn
auch der Ophthalmologe schaut sich fiir
die Erstdiagnose einer AMD lieber ein
OCT in Verbindung mit einer Angiogra-
phie an als nur den Fundus. Ein Scree-
ning mittels Fotografie kann hier nur
einen ersten Anhaltspunkt geben. Ven-
huizen et al. haben daher ein Stagingsys-
tem fiir AMD im OCT publiziert. Hier
erreichen sie eine Sensitivitit von 98 %
und eine Spezifitit von 91 %, um die Au-
gen in 4 Klassen zu teilen: gesund, frii-
he (trockene) AMD, intermediire AMD
und fortgeschrittene (feuchte) AMD [29].
Je nachdem, wie ein Patient klassifiziert
wurde, ergeben sich unterschiedliche in-
dividuelle Prognosen.

Artifizielle Intelligenz als
prognostisches Tool

Ein Hauptvorteil von Al-Methoden
ist, als einzelner Kliniker auf den Er-
fahrungsschatz aus hunderttausenden
fritheren Fallen zuriickgreifen zu kon-
nen - also in viel hoherem Ausmafd
als sogar die erfahrensten Experten.
Durch die Fihigkeit, in groflen Da-
tenmengen charakteristische Muster zu
finden und diese auf neue Instanzen zu
abstrahieren, verspricht AI v. a. bahn-
brechende Fortschritte im Bereich der
personalisierten Prognose. Analog zur
Precision Medicine ermdglicht Al in der
Augenheilkunde eine individualisierte
Vorhersage von Therapieansprechen,
optimalen Behandlungsintervallen und
zukiinftigen Krankheitsverlaufen.
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Individualisierte Visusprognose in
der intravitrealen Therapie

Eine der grofiten Errungenschaften der
letzten Jahrzehnte ist die Etablierung
der intravitrealen Anti-VEGF(,vascular
endothelial growth factor®)-Therapie
fir exsudative Makulaerkrankungen.
Allerdings sind wachsende Patienten-
und Interventionszahlen, hohe Medika-
mentenkosten ohne klar vorhersehbaren
Benefit und eine schwierige Planbarkeit
die unangenehmen Begleiterscheinun-
gen dieser ,Erfolgsstory“. AI hat das
Potenzial, etliche dieser Dilemmata zu
losen.

Al ermoglicht es beispielsweise, die
Visusentwicklung von Patienten unterin-
travitrealer Therapie mit hoher Genauig-
keit vorherzusagen. Dies ist insbesonde-
re deshalb relevant, weil die Anti-VEGF-
Therapie hier eine hohe interindividuel-
le Variabilitit aufweist und eine prazi-
se Pradiktion des zu erwartenden Visus-
verlaufs die Compliance von Patienten
und Arzten unterstiitzen kénnte. Uber-
dieskonnte eine Al-basierte Verlaufspro-
gnose erlauben, invasive, aber aussichts-
lose Therapien bei Patienten mit irrever-
siblen schweren Visusverlusten a priori
zu vermeiden.

» Al erméglicht es, die
Visusentwicklung unter
intravitrealer Therapie mit hoher
Genauigkeit vorherzusagen

Bei der neovaskuliren AMD stellte ei-
ne Arbeitsgruppe der Wiener Augen-
klinik erstmals ein auf AI basierendes
Pradiktionsmodell vor, das den Visus-
verlauf von Patienten unter 12-monati-
ger Anti-VEGF-Therapie innerhalb ei-
ner Schwankungsbreite von 8,6 Buch-
staben vorhersagen konnte [24]. Dafiir
wurden dreidimensionale SD(,spectral
domain®)-OCT-Bilder, die wihrend der
ersten 3 Behandlungsmonate aufgenom-
men wurden, mittels Deep-learning-Me-
thoden analysiert. So wurden beispiels-
weise Fliissigkeitsansammlungen in der
Netzhaut oder Pigmentepithelabhebun-
gen prézise vermessen (B Abb. 3). Die-
se Analyse generierte 200 raumlich und

zeitlich aufgeloste Variablen zur akkura-
ten Représentation des Befundesjedesin-
dividuellen Patienten. Aus den einzelnen
Verldufen von tiber 600 Patienten unter
standardisierter Therapie wurde ein Al-
Modell gelernt, das nicht nur den Visus-
verlauf mit 71 %iger Genauigkeit vorher-
sagen konnte, sondern auch einen Ein-
blick in die relevanten Biomarker bot. In
der Analyse der Gewichtung der einzel-
nen Biomarker konnte beobachtet wer-
den, dass intraretinale zystoide Fliissig-
keit zwar der treibende Faktor im pradik-
tiven Modell fiir Visusverluste bei neo-
vaskuldrer AMD ist, die Visusprognose
(also der Visus am Ende der Nachbe-
obachtungsphase) jedoch v. a. mit dem
individuellen Ausgangsvisus korreliert.

Ein dhnliches Pradiktionsmodell wur-
de von Forschern der LMU Miinchen
entwickelt [20]. Dieses beriicksichtigte
Daten aus elektronischen Krankenakten
sowie aus OCT-Bildern abgeleitete Infor-
mation wie die zentrale Netzhautdicke.
Auch hier konnte in dem in 456 Pati-
enten validierten Modell die Visuspro-
gnose nach 1 Jahr Anti-VEGF-Therapie
innerhalb einer Schwankungsbreite von
8 Buchstaben prognostiziert werden.

Fiir das diabetische Makula6dem wur-
de ein analoges Prognosemodell auf Basis
von 629 Patienten in der Protocol T-Stu-
die erstellt, das ebenfalls eine hohe Kor-
relation vom Ausmaf} an intraretinaler
Fliissigkeit mit der Visusprognose (also
dem Visus am Ende der Nachbeobach-
tungsphase) aufzeigte [11]. Hier lag die
Prézision der Visusprognose (r* des pri-
diktiven Modells) nach 1 Jahr bei 50 %
Genauigkeit (r*=0,5), also deutlich ge-
ringer als bei der AMD. Auch fiir retina-
le Venenverschliisse wurden Prognose-
modelle entwickelt; allerdings mit einer
deutlich hoheren Genauigkeit (Prézision
68 %, Schwankungsbreite 6 Buchstaben)
[30].

Abgesehenvonden Vorteilen einesak-
kuraten Pridiktionsmodells lassen sich
durch die Ergebnisse der vorliegenden
Studien Riickschliisse fiir die klinische
Praxis ableiten: Allen voran betonen sie
die Dringlichkeit eines moglichst frithen
Therapiebeginns, namlich vor Eintritt ei-
nes irreversiblen funktionellen Schadens
durch intraretinale Flissigkeit.
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Abb. 3 A Raumlich-zeitlich aufgeldste Variablen fiir die Al-gestiitzte Vorhersage von funktionellen
Therapieergebnissen (bzw. anderen ZielgroBRen). Die SD(,spectral domain”)-OCT(optische Kohdrenz-
tomographie)-Bilder von Patienten unter standardisierter Loading-dose-Therapie werden mittels
,deeplearning” ausgewertet,um eine genaue Abbildung der relevanten retinalen Biomarker zu erhal-
ten. TRT ,total retinal thickness", IRF ,intraretinal fluid”, SRF ,subretinal fluid”, PED ,pigment epithelial

detachment” [24]

Wiederbehandlungsintervalle bei
intravitrealer Injektion

Neben der individualisierten Anti-
VEGEF-Therapie ist die schwierige Plan-
barkeit addquater Behandlungsintervalle
die zweite grofle Problemstellung. Idea-
lerweise wiirden Patienten so oft wie
notig, aber so selten wie moglich behan-
delt - unter Einhaltung einer mdglichst
geringen Anzahl an Kontrolluntersu-
chungen. Um dieses Ziel zu erreichen,
wurden Dbeispielsweise PRN (pro re
nata) oder Treat & Extend-Schema-
ta vorgeschlagen - im Studiensetting
mit vergleichbaren Visusergebnissen zu
monatlicher Therapie. In der Praxis re-
sultiert das PRN-Schema jedoch in einer

nicht bewiltigbaren Flut an monatlichen
Verlaufskontrollen; trotzdem entstehen
moglicherweise irreversible Visusverlus-
te aufgrund von Verzdgerungen zwi-
schen der Diagnose eines Rezidivs und
der folgenden Injektionstherapie. Ob-
wohl Treat & Extend-Schemata eine bes-
sere Planbarkeit ermdglichen, bestehen
Bedenken hinsichtlich einer potenziel-
len Uberbehandlung von Patienten, die
wenig bis gar keine Therapie benétigen.
Andererseits werden behandlungsinten-
sive Patienten, bei denen eine Extension
des Behandlungsintervalls per se nicht
moglich ist, protokollgemifl dem Risiko
von Extensionen ausgesetzt.

Die individuelle Vorhersage von op-
timalen, personalisierten Therapieinter-

vallen auf Basis von AI wurde bereits
in Form von Proof-of-Principle-Studien
bei der neovaskuliren AMD realisiert.
Bogunovic et al. prasentierten kiirzlich
ein AI-Modell mit dem Ziel, Patienten
mit niedrigem, mittlerem und hohem
Bedarf an Anti-VEGF-Therapie a priori
zu unterscheiden [4]. Fiir diese Arbeit
wurden Daten von 317 Patienten unter
24-monatiger, standardisierter Ranibizu-
mab-PRN-Therapie herangezogen. Die
OCT-Bilder der 3-monatlichen ,,loading
dose“ (Studienbeginn, Monat 1, Monat 2)
wurden mittels ,,deep learning“ ausge-
wertet, um quantitative, rdumlich-zeit-
lichaufgeloste Deskriptoren derretinalen
Morphologie zu erhalten. Die resultie-
renden Merkmale (,,Features®) wurden
gespeichert und zum ,,machine learning”
verwendet (@ Abb. 4). Uber die verblei-
benden 21 Monate hatten 22 % der Pati-
enten einen niedrigen Therapiebedarf (0
bis 6 Injektionen), 56 % einen mittleren
Bedarf (6 bis 15 Injektionen) und weitere
22 % einen hohen Bedarf an Injektionen
(16 bis 21). Diese Gruppen konnten be-
reits zu Monat 3 mit einer Genauigkeit
von 70-77% differenziert werden. Die
Vorhersage des AI-Modells war zudem
um 50 % besser als die eines Netzhaut-
spezialisten, v. a. in der Kategorie hohen
Therapiebedarfs.

Analog zu den im Abschnitt ,,Indivi-
dualisierte Visusprognose in der intra-
vitrealen Therapie“ vorgestellten Visus-
modellen konnten auch bei der Pridik-
tion des individualisierten Therapiebe-
darfs die fiir die Pradiktion relevanten re-
tinalen Mikrostrukturen bestimmt wer-
den. Hier zeigte v. a. die Menge an subre-
tinaler Fliissigkeit am Ende der ,,loading
dose“ einen wichtigen Einfluss auf zu-
kiinftige Wiederbehandlungen; Patien-
ten mit erhohtem subretinalem Fliissig-
keitsvolumen zu Monat 3 hatten einen
signifikant hoheren Therapiebedarf.

) Auf Basis von Al kénnen
optimale, personalisierte
Therapieintervalle festgelegt
werden

Ein gleichartiges Pradiktionswerkzeug
auf Basis von ,deep learning“ wurde
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Abb. 4 A Vorhersage deszukiinftigen Therapiebedarfs durch artifizielle Intelligenz (Al).Nach der Ana-
lyse der Netzhautparameter wéahrend der ,loading dose” ermdglicht ,deep learning” eine Préadiktion
Uiber den zu erwartenden therapeutischen Aufwand wahrend 2 Jahren. PRN pro re nata. (Adaptiert

nach [4])

fur die Prognose von Treat & Extend-
Intervallen in der AMD-Therapie vor-
gestellt (Bogunovic et al.; ARVO 2018):
210 Patienten erhielten Ranibizumab
nach Treat & Extend-Schema fiir insge-
samt 12 Monate. Das AI-Modell erhielt
automatisch ermittelte, quantitative De-
skriptoren der Netzhautmorphologie
aus OCT-Bildern zu Studienbeginn und
nach der ersten Injektion zum Training.
Ziel der Vorhersage war eine Unterschei-
dung zwischen generell extendierbaren
Patienten, bei denen eine Ausdehnung
des Therapieintervalls moglich ist (In-
tervall 8 bis 12 Wochen, 82%), und
per se nicht extendierbaren Patienten
(Intervall 4 bis 6 Wochen, 18%). Das
Modell unterschied diese Gruppen mit
einer Prizision von 75% (r* des pri-
diktiven Modells=0,75). Auch hier war
die Menge an subretinaler Fliissigkeit
zur Kontrolle ,Monat 1 die wichtigste
morphologische Determinante des Al-
Modells.

Fir Anti-VEGF-Indikationen abseits
der neovaskuliren AMD wurde eben-
falls ,,machine learning” fiir die Prognose
des Therapiebedarfs erfolgreich erprobt.
Vogl et al. entwickelten aus OCT-Da-
ten von 247 Patienten mit retinalen Ve-
nenverschliissen ein AI-Modell, mit dem
zukiinftige Rezidive von Makulaédemen
innerhalb eines Jahres mit einer Genau-
igkeit von 79-83 % diagnostiziert werden
konnten [31].

Unter Betrachtung dieser Proof-of-
Principle-Studien scheinen Al-basierte
pradiktive Werkzeuge zur automati-
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schen Beurteilung von OCT-Befunden
und einhergehender prognostischer Pla-
nung des Therapiebedarfs in greifbare
Reichweite zu riicken.

Krankheitsverlauf bei trockener
altersbedingter Makula-
degeneration

Ein Viertel der europdischen Bevolke-
rung iiber 60 Jahren leidet an frither
oder intermediérer, trockener AMD -
einer chronisch fortschreitenden Erkran-
kung mit hochst variabler Progressions-
rate. Der Mangel an prizisen Prognose-
modellen fiir die Progression von AMD
ohne relevante Funktionseinschrankung
zur fortgeschrittenen choroidalen Neo-
vaskularisation oder geografischen Atro-
phie (mit einhergehender massiver Mor-
biditit) stellt Ophthalmologen in der kli-
nischen Praxis nicht selten vor grofle
Herausforderungen. Des Weiteren ist es
fur die derzeitige Entwicklung therapeu-
tischer Ansdtze fir die Pravention ei-
ner AMD-Progression erforderlich, das
Progressionsrisiko im natiirlichen Ver-
lauf einzuschitzen.

Das erste Machine-learning-Modell
fir die OCT-basierte personalisierte
Prognose bei frither AMD wurde bereits
2014 von einer Gruppe der Stanford
University entwickelt [6]. Automatisch
ermittelte, quantitative Deskriptoren von
Drusen aus 244 Patienten wurden in ein
statistisches Modell integriert. Damit
war es moglich, das individuelle Pro-
gressionsrisiko innerhalb von 5 Jahren

mit einer Genauigkeit von 74 % einzu-
schitzen. Allerdings bot diese frithe Ar-
beit keine Unterscheidung zwischen der
Entwicklung neovaskulirer AMD und
geografischer Atrophie und berticksich-
tigte nur Drusen als pathognomonisches
Zeichen.

Zur genaueren Analyse der Dru-
senmakulopathie wurde von einer Ar-
beitsgruppe der Wiener Augenklinik
das Verhalten von Drusen iiber einen
langjahrigen Zeitverlauf modelliert [3].
Es wurde gezeigt, dass Drusen ein cha-
rakteristisches Entwicklungsmuster auf-
weisen, das durch kontinuierliches Dru-
senwachstum bis zu einer kritischen
Schwelle und folgender plétzlicher fo-
kaler Regression gekennzeichnet ist.
Eine stattgehabte Drusenregression war
zeitlich und rdumlich eng mit einem
Fortschreiten der AMD assoziiert [21].
In dem entwickelten Prognosemodell,
das auf Basis von 944 einzelnen Dru-
sen in 61 Augen etabliert wurde, war
es moglich, die zukiinftige Drusenre-
gression (26% aller Drusen innerhalb
von 6 Jahren) in einer rdumlich pri-
zise aufgelosten Weise mit tiber 80%
Genauigkeit zu prognostizieren.

)) Eine Drusenregression ist
zeitlich und raumlich eng mit
einem Fortschreiten der AMD
assoziiert

Eine Weiterentwicklung dieses Modells
ermoglichte kiirzlich auch die Al-basier-
te Vorhersage der Konversion von in-
termedidrer zu fortgeschrittener AMD
des einzelnen Patienten [23]. Fiir diese
Studie wurden 495 Patienten mit choro-
idaler Neovaskularisation im Partnerau-
ge inkludiert, die ein besonders hohes
Progressionsrisiko aufweisen. Wahrend
des 24-monatigen Beobachtungszeitrau-
mes entwickelten 114 Patienten eine cho-
roidale Neovaskularisation und 45 Au-
gen eine geografische Atrophie (GA). Auf
Basis von vollautomatischen Segmentie-
rungen von Drusen, retinalen Schichten
und hyperreflektiven Foci wurde ein pri-
diktives Modell entwickelt, das die Ent-
wicklung von neovaskuldrer AMD mit
68 % und die Entwicklung fortgeschritte-
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Abb. 5 A ,Artificial intelligence” zur Vorhersage des individuellen Progressionsrisikos bei intermedidrer altersbedingter Ma-
kuladegeneration (AMD). Das Prognosemodell errechnet fiir jeden einzelnen Patienten eine Hazard Ratio (HR) fiir das 2-Jah-
res-Konversionsrisiko, getrennt fiir choroidale Neovaskularisation (a) und geografische Atrophie (b). Die Interpretation der
vom Modell verwendeten Biomarker macht ersichtlich, dass die beiden Auspragungsformen der AMD einen deutlich unter-
schiedlichen pathophysiologischen Fingerabdruck aufweisen [23]

ner geografischer Atrophie mit 80 % Ge-
nauigkeit vorhersagte und erstmals eine
A-priori-Unterscheidung der AMD-Un-
terformen ermdglichte (@ Abb. 5).

Die Analyse der vom Prédiktionsmo-
dell verwendeten morphologischen Para-
meter bietet einen tieferen Einblick in
die Pathogenese der AMD, die in ih-
ren beiden Unterformen einen diame-
tral unterschiedlichen strukturellen Un-
terschied zeigt: Wihrend bei der Ent-
wicklung choroidaler Neovaskularisatio-
nen v. a. das Volumen makuldrer Drusen
relevant erscheint, waren in der Prognose
zukiinftiger atropher Verdnderungenv. a.
neurosensorische Ausdiinnung und die
Entwicklung hyperreflektiver Foci wich-
tig (B Abb. 5). Passend zu den Resultaten
der AI-Modelle konnten rezente histolo-
gische Arbeiten zeigen, dass hyperreflek-
tive Foci in der AMD vermutlich migra-

torische RPE(retinales Pigmentepithel)-
Zellen darstellen, die einen progressiven
Zerfall des retinalen Pigmentepithels an-
kiindigen.

Bei Vorliegen einer GA bietet Al
die Moglichkeit, die Richtung und Ge-
schwindigkeit einer zukiinftigen Aus-
breitung der Lision zu prognostizieren
[18]. Auf Basis der Daten von 29 Patien-
ten, die Uiber einen mittleren Beobach-
tungszeitraum von 2,5 Jahren verfolgt
wurden, entwickelte eine Arbeitsgruppe
der Stanford University ein Prognose-
modell zur Vorhersage der regionalen
Entwicklung der Atrophiezonen. Aus-
diinnungen der dufleren Netzhautschich-
ten und das Auftreten von retikuldren
Drusen waren die wichtigsten Merkma-
le fur das Fortschreiten. Diese frithen
experimentellen Resultate versprechen
nach entsprechender Verfeinerung und

Validierung auf gréfleren Datensitzen
wertvolle Unterstiitzung beispielsweise
in der Entwicklung medikamentdser
Therapien fir die GA.

Prognose nichtophthal-
mologischer Parameter

Ein weiterer innovativer Ansatz ist die
Vorhersage  nichtophthalmologischer
Parameter durch ,deep learning” von
Fundusfotografien. Hierfiir sind aller-
dings weit groflere Datensitze erforder-
lich. Auf Basis von fast 300.000 Farbfotos
entwickelten Forscher der Firma Google
ein AI-Modell, mit dem unter anderem
das Alter, Geschlecht, Raucherstatus,
Blutdruck und das kardiovaskuldre Ri-
siko mit erstaunlich hoher Prizision
bestimmt werden konnten [19].
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Fazit fiir die Praxis

== Al hat enormes Potenzial, das Be-
rufsbild des Augenarztes in naher
Zukunft fundamental zu verandern.

== Automatische Screeninginstrumente
werden standardisiert, reproduzier-
bar und kosteneffektiv in der Praxis
einsetzbar sein.

== Validierte pradiktive Werkzeuge
ermoglichen erstmals eine prazise
individualisierte Therapie von Maku-
laerkrankungen auf evidenzbasierter
Grundlage.
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